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摘 要：近年来，深度学习的去雾方法在图像去雾领域取得了显著的成绩。然而，大多数基于U型网络的去雾

方法将编码层特征直接传递到对应解码层，缺乏浅层和深层特征之间的信息交互。此外，基于非U型网络的去

雾方法存在感受野受限问题，无法有效的利用上下文信息。从而导致这些方法在场景尺度变化较大的遥感图像

去雾中无法取得理想效果。为此，本文提出了一种层级特征交互与增强感受野的双分支遥感图像去雾网络，该

方法包含层级特征交互子网和多尺度信息提取子网。其中，层级特征交互子网利用层级特征交互融合模块，逐

层的在浅层特征中引入语义信息，深层特征中引入空间细节信息，从而增强编码层中不同层级特征之间的信息

交互。多尺度信息提取子网利用多尺度残差空洞卷积模块，融合不同感受野的特征，从而获取对于遥感图像去

雾至关重要的上下文信息。在两个公开数据集上的实验结果表明，本文提出的去雾方法相比现有的 9种优秀的去

雾算法，取得了最好的客观评价指标和视觉效果。
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1　引 言

随着遥感技术的快速发展，遥感图像被广泛

应用于气象、测绘、灾害监测与预警等领域。然

而，受雾霾等天气的影响，悬浮在空气中的粒子，

如水蒸气、云和雾霾，会导致遥感卫星和无人机

在获取遥感图像的过程中出现图像模糊、色彩失

真、对比度下降等问题，严重影响其他高阶任务

（Kim 等， 2022； Li 和 chen， 2021；魏秀参 等，

2022；杨胜天 等，2021；赵伍迪 等，2021）的处

理决策。因此，对遥感图像有效去雾以及恢复图

像细节信息具有重要意义。

在早期的图像去雾任务中，大多数去雾方法

基于先验知识估计大气散射模型（Cox，1977）的

中间参数，利用大气散射模型将有雾图像恢复成

清晰图像。大气散射模型可以表示为

I ( x ) = J ( x ) t ( x ) + A(1 - t ( x ) ) (1)

式中，表示图像中的像素位置，表示有雾图像，

表示清晰图像，表示全球大气光值，表示传输图。

在式 （1） 中，全球大气光值和传输图是未知的，

因此基于先验知识进行图像去雾的关键是准确的

估计全球大气光值和传输图。

基于先验知识的去雾算法，如 He 等 （2011）
提出暗通道先验图像去雾，暗通道先验假设在室
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外图像的非天空局部区域中，至少有一个通道包

含低强度的像素值。虽然基于暗通道先验的方法

取得了良好的去雾效果，但是该方法在天空区域

的去雾效果并不理想。Zhu等（2014）提出颜色衰

减先验，通过对有雾图像的场景深度进行建模恢

复深度信息，然后利用雾信息线先验估计大气光

值，该方法尽可能的保留了还原后图像的颜色信

息。Tan （2008）提出基于马尔可夫随机场最大化

局部对比度的方法，该方法假设清晰图像的局部

对比度会高于有雾图像的局部对比度，并且局部

区域内的传输图接近恒定值。虽然该方法通过最

大化对比度的方式能达到去雾的目的，但是建立

在清晰图像的对比度高于有雾图像的对比度等假

设之上，因此导致适用范围十分有限。虽然基于

大气散射模型的方法取得了显著的进展，但是这

些方法均依赖先验知识的准确性。由于图像场景

的复杂多变，从而导致基于先验知识恢复出的清

晰图像质量不够理想。

随着深度学习的发展，越来越多的学者通过

设计端到端的去雾网络模型，直接将输入网络的

有雾图像转换为清晰图像，而不需要估计大气散

射模型的中间参数。Qu 等 （2019） 提出增强的

pix2pix 去雾网络，该网络独立于大气散射模型，

通过设计多分辨率生成器、多尺度判别器和一个

增强网络直接将有雾图像恢复成清晰图像。Dong
等 （2020） 提出一种完全端到端的具有融合判别

器的生成对抗网络进行图像去雾，该方法将频率

信息作为附加先验信息融合到判别器中，使生成

器网络模型恢复的清晰图像更加真实自然。Wu等

（2021）提出基于对比学习的图像去雾网络，该方

法使用一种新的对比正则化损失，能够在表示空

间中，将网络恢复的清晰图像与正样本 GT 拉近，

与输入网络的有雾图像（负样本）推远，从而在

特征空间进一步约束网络，提升网络的去雾性能。

虽然上述基于深度学习的端到端去雾方法取得了

比基于先验知识更好的去雾效果，然而，这些基

于 U 型结构设计的网络模型直接将编码阶段的特

征传递到对应的解码层，缺乏浅层特征和更深层

特征之间的信息交互。此外，基于 U 型结构设计

的网络模型，在下采样的过程中，可能会破坏对

于恢复图像重要的细节信息，从而使恢复的清晰

图像缺乏细节纹理以及结构等信息。Qin等（2020）
提出基于特征融合注意力的图像去雾网络，该方

法基于非 U 型结构设计网络模型，并且利用残差

学习的特性堆叠大量的通道注意力和像素注意力

块，从而实现了较好的去雾效果。Li和Chen（2021）
提出从粗到细的两阶段遥感图像去雾网络，该方

法的核心结构由密集残差块组成，通过堆叠大量

的密集残差块结构增加网络的深度。Yu等（2021）
提出基于集成学习的双分支非均匀图像去雾网络，

该网络下分支的核心结构由残差块组成。然而，

不管是堆叠特征注意力块还是不同的残差块，基

于非 U 型结构设计的网络模型中，在最基本的核

心结构中仅能获得固定的感受野，没有充分利用

对于场景尺度变化较大遥感图像至关重要的上下

文信息，进而影响恢复图像的质量。

针对以上问题，本文提出了一种基于层级特

征交互与增强感受野的双分支遥感图像去雾网络。

该网络包含两个分支，上分支基于 U 型结构设计

网络，由于在 U 型网络中，编码阶段的浅层特征

分辨率更高，包含更多位置以及空间细节信息，

而深层特征具有更多的场景、语义信息，但分辨

率低，包含的细节信息相对较少。为了在浅层特

征中引入场景和语义信息，在深层特征中引入空

间细节信息。本文在上分支网络中提出层级特征

交互融合模块 （HFIM），该模块能够将深层特征

中的语义信息嵌入到浅层特征中，将浅层特征中

的空间细节信息嵌入到深层特征中，从而增强编

码阶段不同层级特征之间的信息交互。然而，基

于 U 型结构设计的网络在下采样的过程中会丢失

特征信息，并且会破坏输入图像的结构信息。因

此，本文设计了下分支网络对上分支网络丢失的

信息进行补充，并且提供具有不同感受野的上下

文信息。下分支网络基于非 U 型结构设计，在下

分支网络中，本文提出了多尺度残差空洞卷积模

块 （MRDCB），该模块作为下分支网络的核心结

构，能够在不改变特征图尺寸的同时增加网络的

感受野，融合不同尺度的上下文信息。此外，由

于下分支网络不会对特征图进行下采样，从而尽

可能的保留了输入图像的结构信息。

2　相关工作

在介绍本文提出的基于层级特征交互与增强

感受野的双分支遥感图像去雾网络之前，本节先

回顾近几年图像去雾算法的发展过程。
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2.1　基于先验的图像去雾方法

目前，图像去雾方法大致可以分为两类：基

于先验的图像去雾方法和基于深度学习的图像去

雾方法。基于先验知识的去雾方法依赖大气散射

模型，将先验知识或假设作为额外的约束以此得

到大气散射模型的中间参数，即传输图与全球大

气光值，然后利用大气散射模型将有雾图像恢复

成无雾图像。He等（2011）提出暗通道先验的去

雾方法，该方法假设图像可能至少在一个颜色通

道中具有极低的强度。Zhu等（2014）提出了线性

颜色衰减先验去雾方法，通过对有雾图像的场景

深度进行建模恢复深度信息，从而实现图像去雾。

Tang等（2014）使用随机森林算法学习回归模型，

该方法通过提取各种与雾相关的多尺度特征并进

行自动评估，从而获取有用的特征信息进行中间

参数的估计。袁非牛等 （2021） 提出一种两阶段

特征的小样本训练算法，通过提取对雾敏感的两

阶段特征，预测更精确的传输图，从而实现图像

去雾。基于物理模型的图像去雾方法虽然取得了

良好的性能，然而，由于现实场景的复杂多变，

基于先验知识的去雾方法会出现伪影、颜色失真

等图像退化现象。

2.2　基于深度学习的图像去雾方法

随着深度卷积神经网络的发展，深度学习在

解决图像去雾问题方面表现出显著的能力。一些

基于深度学习的方法 （Cai 等， 2016；Ren 等，

2016；Zhang 和 Patel，2018；Ren 等，2018；Song
等，2018）依然依赖于大气散射模型，这些方法使

用卷积神经网络来估计大气散射模型的中间参数，

然后利用大气散射模型进行图像去雾。Cai 等
（2016）提出了可训练的图像去雾网络模型，该模

型的输入是有雾图像，输出是预测的传输图，然

后将传输图应用到大气散射模型中得到清晰图像。

通过学习图像与其对应的传输图之间的映射关系，

Ren等（2016）提出了一种基于多尺度卷积神经网

络的图像去雾方法，该方法由预测整体透射图的

粗尺度网络和局部精修的细尺度网络组成。Zhang
和Pate（2018）提出密集连接金字塔去雾网络，该

方法直接将大气散射模型嵌入到网络中，通过网

络估计出传输图和全球大气光值，进而恢复出清

晰图像。虽然通过卷积神经网络估计大气散射模

型中间参数的方法取得了较好的效果，但是这些

方法依赖大气散射模型中间参数的准确估计，当

发生不准确的估计时，去雾效果并不理想。

近年来，研究人员提出了许多不需要依赖大

气散射模型的端到端图像去雾方法，通过设计不

同的卷积神经网络，直接将有雾图像恢复成无雾

图像，而不需要估计任何中间参数。这些方法大

致可以分为 U 型网络 （Qu 等， 2019；Dong 等，

2020；Wu 等，2021；Huang 和 Chen，2021） 和非

U 型网络 （Qin 等，2020；Li 和 Chen，2021）。在

基于U型网络的去雾方法中，（Qu等，2019）提出

了增强 pix2pix 去雾网络，该方法设计了多分辨率

生成器和多尺度判别器，并且在多分辨率生成器

末端加入了增强模块，增强了图像在纹理和颜色

上的恢复效果。Huang 和 Chen （2021） 提出基于

条件生成对抗网络的 SAR 图像先验的遥感图像去

雾网络，该网络将传感器数据 SAR （Synthetic 
Aperture Radar） 图像加入到网络中，为恢复清晰

图像提供辅助信息。Wu等（2021）提出基于对比

学习的图像去雾网络，该网络不仅采用清晰图像

作为正样本来指导网络训练，而且加入了有雾图

像作为负样本来进一步约束网络。虽然基于U型网

络的去雾方法能够取得较好的效果，但是这些方

法直接将编码层特征传递到对应解码层，缺乏不

同层级特征之间的交互。此外，由于基于 U 型网

络的方法会进行多次下采样操作，因此，不可避

免的破坏输入图像的结构信息。在非U型网络中，

Qin 等 （2020） 提出一种特征融合注意网络 FFA-
Net，该方法利用残差学习的特性堆叠大量的通道

注意力和像素注意力块，取得了当时 state-of-the-
art去雾性能。Li和 Chen （2021）设计了一个先粗

后细的两阶段图像去雾网络 FCTF-Net，该方法能

够更好的利用前一阶段信息，从而恢复出更精细

的清晰图像。由于非 U 型网络不会对网络特征图

进行下采样操作，从而避免了由于下采样带来的

信息损失。然而，大多数基于非 U 型网络的去雾

方法中的感受野是固定的，从而不利于提取对于

遥感图像去雾至关重要的多尺度上下文信息。

3　本文方法

本节，首先介绍本文设计的基于深度学习图

像去雾方法的整体算法流程，如图 1所示。在训练

阶段，通过计算网络生成的清晰图像和GT图像的

损失以及反向传播，不断调整网络中的参数，直

到网络模型收敛。在推理阶段，将训练阶段的模

型参数加载到网络中，然后将遥感有雾图像送入
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网络中，得到清晰的遥感图像。

3.1　整体网络框架

在计算机视觉领域，有研究人员通过设计双

分支网络来解决图像重压缩检测 （Li 等，2017）

和图像文本匹配任务 （Wang 等，2019）。通过双

分支的架构，每个分支可以单独处理输入网络的

图像，从而使网络能够从相同的输入中提取不同

的信息。考虑到遥感图像中场景复杂多变，使用

双分支网络能够提供比单分支网络更全面的信息，

从而提高图像去雾的性能。因此，本文设计了一

个双分支网络模型，其中包含层及特征交互子网

和多尺度信息提取子网。

3.1.1　层级特征交互子网

层级特征交互子网是U型网络。在U型网络的

编码层，特征图的尺寸会逐渐减小，并且提取的

信息由浅层特征变成深层特征，浅层特征具有丰

富的边缘纹理信息，但是缺乏更深层的语义信息，

深层特征由于下采样导致含有较少的空间细节信

息，但是具有丰富的场景和语义信息。因此，与

传统 U 型网络不同，本文没有将编码层的特征图

直接传递到解码层的对应层，而是将浅层空间细

节信息和深层语义信息交互融合，然后再传递到

对应解码层，如图2所示。

图1　算法流程图

Fig. 1　Algorithm flow chart

图2　整体网络框架

Fig. 2　Overall network framework
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通过层级特征交互融合模块 （HFIM） 模块，

传递到解码层的特征图不仅具有当前层的空间细

节信息，而且融合了编码阶段更深层的语义信息。

在融合的过程中，本文提出了层级交互特征融合

模块，具体融合方式在 3.2节详细介绍。此外，受

Wu 等 （2020） 启发，本文使用去除全连接层的

Res2Net （Gao 等，2021） 作为编码层，并加载其

在 ImageNet （Deng 等，2009） 数据集的预训练模

型。由于Res2Net在 ImageNet上的预训练模型具有

鲁棒的特征表示，因此在一定程度上能够缓解网

络可能产生的过拟合问题。在U型网络的解码层，

本文使用 pixel-shuffle （Shi等，2016）操作进行上

采样，并将特征图的大小逐渐恢复到原始分辨率。

同时，本文在 pixel-shuffle 操作之后使用注意力块

（Qin 等，2020） 来对特征图的通道和空间信息进

行校准，从而使提出的网络在处理不同特征信息

时更加灵活。

虽然层级特征交互子网融合了不同层级的特

征，提升网络的表达能力。但是 U 型网络在下采

样的过程中可能会损失一些对于恢复图像很重要

的细节信息。此外，层级特征交互子网在编码阶

段虽然能够获取多尺度上下文信息，但是却是在

损失一定空间信息的条件下获得的。针对以上考

虑，本文通过第二个分支多尺度信息提取子网来

缓解这一问题。

3.1.2　多尺度信息提取子网

由于遥感图像中的场景尺度变化很大，如同

一张遥感图像中可能具有较大场景的建筑和较小

场景的人。此外，层级特征交互子网中多次的下

采样操作，可能导致遥感图像中较小的物体无法

被重建。针对遥感图像特殊的特征结构，本文通

过多尺度信息提取子网来获取不同尺度的场景特

征，以实现多尺度上下文信息的提取，同时在该

子网中不使用下采样操作，从而尽可能避免输入

图像结构空间信息的损失。如图 1所示，具体的方

式是在多尺度信息提取子网中引入多尺度残差空

洞卷积块。多尺度残差空洞卷积块能够在不改变

特征图尺寸的同时增加网络的感受野，并且融合

不同尺度的上下文信息。详细的说明在3.3节展示。

3.2　层级特征交互融合模块

在 U 型网络中，大部分研究工作直接将编码

层的特征传递到对应的解码层，在浅层特征传递

的过程中，没有利用到深层特征。然而深层特征

相对浅层特征包含更多的全局信息和语义信息，

这些信息有利于在图像恢复过程中提供全局指导。

因此，本文将编码阶段的深层特征与浅层特征进

行融合得到更丰富的内容特征，然后再传递到对

应的解码层，从而使解码阶段获取更多的特征信

息，进而增强网络恢复清晰图像的能力。此外，

文献（Zhang和Patel，2018）表明，在浅层特征中

引入更深层的语义信息，或在深层特征中引入空

间细节信息对特征融合更有效。因此，本文提出了

层级特征交互融合模块，具体的做法是，在 U 型

网络的编码阶段，将深层特征中的每个通道作为

语义信息嵌入到浅层特征中作为指导。由于浅层

特征中分辨率更高，包含更多的空间位置信息，

因此将浅层特征中提取到的空间注意矩阵嵌入到

深层特征中作为指导。通过使深层特征和浅层特

征进行交互融合，以此增强网络的表达能力，从

而恢复出高质量的清晰图像。具体做法如图 3
所示。

层级特征交互融合模块的输入可以表示为 S =
[ s1，s2，…sn，…sN ]， D = [ d1，d2，…dm，…dM ]。
式中，S表示浅层特征，D表示深层特征，N与M
表示输入特征的通道数。首先将浅层特征和深层

特征经过卷积和反卷积操作，调整其特征图的长

宽为H，W，调整其通道数为N。如式（2）和式（3）
所示：

S∗ = Conv (S ) (2)

D∗ = Deconv (D ) (3)

式中，S∗ 与D∗ 均为长宽为H，W，通道数为N的特

征图。为了提取深层特征中的语义信息，本文将

深层特征按照通道维度压缩，其中每个通道代表

一种语义信息。具体的做法是，首先将深层特征

经过全局平均池化函数，如式（4）所示：

fn = Hgap (d∗n ) = 1
H × W∑

i = 1

H ∑
j = 1

W

d∗n ( i, j ) (4)

式中，d∗n ( i，j ) 表示第 n个单通道特征图 d∗n在位

置（i，j）处的值，Hgap 表示全局平均池化函数。特

征图的形状从 H × W × C变成 1 × 1 × C。然后，

将通道向量 f经过带有 Sigmoid 激活的简单门控机

制（Hu等，2020），确保允许强调多个通道（而不

是强制执行单热激活）。整个过程可以表示为

CRB = σ ( )C2( )δ ( )C1 ( f ) (5)

式中，σ，δ分别表示 Sigmoid 和 Relu 激活函数。

C1，C2 表示两次卷积，并且分别把特征图的通道

数转换成N/8和N。
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为了提取浅层特征中的空间细节信息，本文

直接将浅层特征S∗ 输入到具有Relu和 Sigmoid激活

函数的两个卷积层中。如式（6）所示：

SRB = σ ( )C4( )δ ( )C3 (S∗ ) (6)

特征图的形状由 H × W × C变成 1 × H × W，

这是将从深层特征中提取到的语义信息嵌入到浅

层特征中，并且将浅层特征中提取到的空间细节

信息嵌入到深层特征中。最后，通过将这两个加

权特征进行融合。如式（7）所示：

R = SRB ⊗ D∗ + CRB ⊗ S∗ (7)

经过上述推理和分析可知，本文在浅层特征

中引入了更深层的语义信息，并且在深层特征中

引入了空间细节信息，然后再将浅层特征与深层

特征进行融合。通过这种层级特征交互的方式，

有利于充分利用网络提取到的信息，进而恢复出

质量更好的清晰图像。

3.3　多尺度残差空洞卷积模块

在图像识别任务中，通过堆叠残差块（He等，

2016），能够构建更深层的网络。类似地，在图像

去雾任务中，FCTF （Li 和 chen，2021） 将密集残

差块作为基础模块，通过堆叠密集残差块来构建

深层次的两阶段去雾网络。FFA （Qin 等，2020）
利用局部残差学习和特征注意力块来设计网络的

基础模块，并且取得了较好的去雾效果。然而，

这些基础模块中的感受野是固定的，在场景变化

复杂的遥感图像中，不利于提取更多的上下文信

息，进而影响恢复图像的质量。因此，本文设计

了多尺度残差空洞卷积模块，该模块作为多尺度

信息提取子网的基础模块，能够增强网络的感受

野，从而获取到更多对于遥感图像至关重要的上

下文信息，具体的方式如图4所示。

图 4 上半部分展示是 Resnet （He 等，2016）
网络中的残差块结构，残差块结构能够解决深层

神经网络产生的退化问题，该结构由两个 3 × 3的

卷积、一个激活层和一个跳跃连接组成。然而，

作为 Resnet 网络中最基本的模块，每个残差块仅

能获取当前特征图固定大小的感受野。由于遥感

图像尺度场景变化大，该残差块结构不利于遥感

图像的特征提取。受 Yu 和 Koltun （2016） 启发，

空洞卷积能够在不改变特征图大小的同时，获取

特征图更大的感受野。因此，本文在残差块结构

中使用了不同空洞率的卷积，如图 4 下半部分所

示：d（1，1）表示在残差块中使用两个 3 × 3 的卷

积，每个卷积的空洞率都为 1；d（1，2）表示在残差

块中使用两个 3 × 3的卷积，第 1个卷积的空洞率

为 1，第 2 个卷积的空洞率为 2；d（1，2，3）表示在

残差块中使用 3个的卷积，第 1个卷积的空洞率为

1，第 2个卷积的空洞率为 2，第 3个卷积的空洞率

为3。不同残差块获取的感受野如图5所示。

图3　层级特征交互融合模块

Fig. 3　Hierarchical feature interaction fusion module
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图 5中黄色方块表示输出特征图中的某个点，

红点表示卷积核。在 5 （a）中，黄色方块由上层

特征图通过卷积核大小为 3，空洞率为 1的卷积得

到，如图 5 （a）中的蓝色方块。蓝色方块同样由

更上层特征图经过卷积核大小为 3，空洞率为 1的

卷积得到，如图 5 （a）中的粉色方块。因此，在

d（1，1）残差块中，输出特征图的 1个点对应输入特

征图的 5 个点，即 d（1，1）残差块能够获取的感受

野为5。在5（b）中，黄色方块由上层特征图通过卷

积核大小为3，空洞率为2的卷积得到，如图5（b）
中的蓝色方块。蓝色方块同样由更上层特征图经

过卷积核大小为 3，空洞率为 1 的卷积得到，如

图 5 （b）中的粉色方块。因此，d（1，2）残差块能

够获取的感受野为 7。为了进一步获取具有更大感

受野的特征图，本文在 d（1，2）的基础上，又加入

了一个卷积核大小为 3，空洞率为 3的卷积层，如

图 5 （c）所示，d（1，2，3）残差块能够获取的感受

野为13。

（a） 空洞率1的特征感受野

（a） Feature receptive field with dilated rate 1

（c） 空洞率3的特征感受野

（c） Feature receptive field with dilated rate 3

（b） 空洞率2的特征感受野

（b） Feature receptive field with dilated rate 2

图5　不同残差块结构的感受野

Fig. 5　Sensory fields for different residual block structures

图4　多尺度残差空洞卷积模块

Fig. 4　Multiscale residual dilated convolution block
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通过多尺度残差空洞卷积模块，网络在基本

的核心结构中能够获取具有不同感受野大小的特

征图，然后将不同感受野的特征图进行融合，融

合后的特征图具有更加丰富的多尺度上下文信息，

有利于在场景尺度变化较大的有雾遥感图像中恢

复出清晰的无雾图像。此外，本文在多尺度残差

空洞卷积模块中加入了通道注意力模块（Qin 等，

2020），该注意力模块能够有助于减少信息冗余。

3.4　损失函数

为了训练所提出的网络，本文使用平滑 L1损

失、感知损失、MS-SSIM 损失以及对抗损失作为

网络的优化目标。其中，将有雾图像表示为 I hazy，

其对应的清晰图像表示为 I gt，本文方法去雾后的

图像表示为 I ∗。

由于平滑 L1 损失可以防止潜在的梯度爆炸，

且对异常值的敏感性低于 MSE 损失。因此，本文

使用平滑L1损失来约束网络，如下所示：

Lsmooth - L1 = 1
3N∑

i = 1

N ∑
c = 1

3
α ( I ∗

c ( i ) - I gtc ( i ) ) (8)

α (e) = ì
í
î

0.5e2,    if  || e < 1
|| e - 0.5,    其他

(9)

式中，I ∗
c ( i ) 与 I gt

c ( i ) 分别表示去雾后图像和清晰图

像第 c个通道上像素点 i的值。N表示每个通道中

像素的个数。

Engin等（2018）表明，使用感知损失恢复的

图像保留了更多的纹理信息。具体的做法是，计

算清晰图像和去雾后图像在 VGG16 （Simonyan 和

Zisserman，2015） 预训练模型不同层的 L2 范数，

感知损失能够计算清晰图像和去雾后图像在不同

特征空间的相似性。本文的感知一致损失定义

如下：

Lp = 1
N∑j

1
CjHjWj

 φj ( I ∗ ) - φj ( I gt ) (10)

式中，φj = (⋅)表示获取VGG16预训练模型中第 j层

的长度为 Hj，宽度为Wj，通道数为 Cj 的特征图。

表示在感知损失函数中使用 VGG16预训练模型特

征层的数量。在本文中，使用 VGG16预训练模型

的第3、5、15层进行计算感知损失。

为了使去雾后的图像和清晰图像具有结构相

似性，本文采用了多尺度结构相似度损失 （MS-
SSIM）来约束网络。如式（4）所示：

Lms - ssim =
1 - ∏

m = 1

M ( 2μp μg + C1
μ2p + μ2g + C1

) βm ( 2σpg + C2
σ2p + σ2g + C2

) γm (11)

式中，μp，μg分别表示去雾后图像和清晰图像的均

值。σp，σg 分别表示去雾后图像和清晰图像的标

准差。σpg 表示去雾后图像和清晰图像之间的协方

差。βm，γm表示两项之间的相对重要性，C1，C2
为常数项，防止除数为0。

此外，在恢复清晰图像过程中，对抗损失被

证明是有效的（Ledig等，2017），在本文使用的对

抗损失如式（5）所示：

Ladv = ∑
n = 1

N -logD ( I ∗ ) (12)

式中，D ( I ∗ )表示将去雾后的图像 I ∗ 判断为清晰图

像的概率。

整体的损失函数如式（6）所示：

L total = Lsmooth - L1 + αms - ssim + βLp + γLadv (13)

式中，α，β，γ为每个损失函数的超参数，在本文

中，将 α，β，γ分别设置为 α = 0.2，β = 0.001，
γ = 0.005。
4　实 验

本节主要展示所提出的遥感图像去雾方法和

目前 9种优秀的去雾方法，在公开遥感数据集上的

定量以及定性的评估结果。对比的去雾方法包括：

DCP （He 等 ， 2011）， EPDN （Qu 等 ， 2019），

（Huang 等，2020），FFA （Qin 等，2020），FCTF
（Li 和 Chen，等，2021），DCRD （Huang 和 Chen，
2021），SkyGAN（Mehta等，2021），AECR（Wu等，

2021），（Yu等，2021）。本节剩余部分将介绍实验

设置、数据集、评估指标以及定量和定性的评价

结果。最后，通过消融实验验证各个模块的作用。

4.1　实验设置及数据集

实验设置：本文代码是基于Pytorch框架实现，

在 Ubuntu 环境下使用 NVIDIA 2080Ti GPU 训练网

络模型。采用Adam优化器进行优化网络，其动量

衰减指数 β1 = 0.9，β2 = 0.999。初始学习率设置为

0.001，使用多步长衰减方式调整学习率，Gamma=
0.5。在训练过程中，为了对数据集进行增强，本

文将图像随机裁剪成 256 × 256的尺寸，然后进行

90°，180°，270°的随机旋转、水平翻转、垂直翻

转后再送入到网络中进行训练。
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本文在公开遥感数据集 SateHaze1k （Huang
等，2020）和RICE （Lin等，2019）上评估各种去

雾方法。在 SateHaze1k数据集中，包含 3个子数据

集，每个子数据集中图像的雾浓度不同。Thin 子

数据集中图像的雾浓度为薄雾，Moderate子数据集

中图像的雾浓度为中等雾，Thick子数据集中图像

的雾浓度为浓雾。在每个子数据集中，训练集包

含 320 张图像，验证集包含 35 张图像，测试集包

含 45 张图像。牟范（2021）指出云和雾颗粒类型

和粒子半径相同，只是浓度范围有所不同。RICE
数据集是通过卫星拍摄的图像，通过观察数据集

中的有云图像可以发现云和雾极为相似。因此，

孙潇和徐金东（2021）将 RICE数据集做为去雾对

待。因此，本文也将 RICE 数据集作为去雾数据

集。RICE 数据集包含两个子数据集，RICE1 子数

据集包含 500对训练样本，每对样本包含一张有云

图像和一张无云图像。该子数据集由谷歌Earth收

集，通过设置云层是否显示，来获得有云/无云图

像。RICE2 子数据集是由 Landsat 8 OLI_TIRS 数据

制 作 而 成 ， 并 且 使 用 了 具 有 地 理 参 考 的

LandsatLook 图像。LandsatLook 图像包括自然彩色

图像和高质量图像。在RICE2子数据集中包含 736
组分辨率为 512×512的图像，每组包含一张有云图

像、一张无云图像和一张云掩模图像。在RICE数

据集中，没有明确指出训练集和测试集，为了验

证各个方法的有效性，本文将RICE数据集按照 9∶
1的比例划分成训练集和测试集。此外，由于两个

数据集中的训练集均包含较少的图像，因此在网

络训练过程中，本文使用数据增强的方式对数据

集进行了扩充。

评价指标：为了评估各种方法的性能，本文

采用峰值信噪比 （PSNR） 和结构相似性指数

（SSIM）作为定量评估指标，这两个指标通常用于

图像去雾任务中评估算法恢复图像质量。此外，

本文还根据主观感受在 4.3节定性分析展示了各种

算法去雾后的可视化效果。

4.2　定量分析

本文提出的去雾方法和 9种优秀的去雾方法定

量评估如表1和表2所示，如图表展示了所有评估去

雾算法分别在PSNR和 SSIM上的测试结果，第 1名

为黑体，第 2名为斜体，第 3名为粗斜体。实验结

果表明，本文提出的方法在 Haze1k 数据集以及

RICE 数据集均取得了优异的性能，并且在 PSNR
和 SSIM 方面取得了最好的效果。其中，与基于

U 型结构设计网络模型的算法 EPDN、 Huang、
AECR相比，本文在Thin fog子数据集上的PSNR分

别提高了 5.622 dB，3.199 dB，4.457 dB，SSIM 分

别提高了 0.0464，0.0224，0.0507。与基于非 U 型

结构设计网络模型的算法 FFA，FCTF 相比，本文

在 Moderate fog 子数据集上的 PSNR 分别提高了

1.668 dB， 3.977 dB， SSIM 分 别 提 高 了 0.0068，
0.0191。与近年来提出的遥感图像去雾算法Huang，
FCTF，DCRD，SkyGAN 相比，本文在 Thick fog 子

数据集上的 PSNR分别提高了 0.064 dB，5.588 dB，

6.104 dB， 1.707 dB， SSIM 分 别 提 高 了 0.0311，
0.0932，0.095，0.0026。与同样基于双分支设计网

络模型的去雾方法 TBN 相比，本文在 RICE2 子数

据集上的 PSNR 提高了 0.824 dB， SSIM 提高了

0.0014。此外，在对比算法中，（Huang等，2020）
提出在去雾网络中引入了雷达数据作为辅助信息

来指导网络恢复出清晰图像，并且取得了较好的

性能提升。然而，雷达数据的获取相对较难，并

且，本文的方法在没有雷达数据的情况下也取得

了比（Huang等，2020）更好的定量指标。

4.3　定性分析

本节在Haze1k和RICE的子数据集上对各种去

雾方法进行定性分析。图 6展示的是各去雾算法在

Thin fog子测试集上去雾后的可视化视觉效果。如

图所示，DCP 去雾方法恢复的清晰图像存在严重

的曝光问题，如图 6 （b）中的第 1张和第 2张图片

中的大部分区域。EPDN去雾方法虽然没有出现图

像曝光问题，但是去雾后的图像仍有部分雾残留，

如图 6 （c）第 3张图像中的红色框区域。FFA去雾

方法的去雾能力较EPDN有所提升，然而其细节恢

复能力不如本文提出的方法，如图 6 （d） 第 2 张

图片中的红色框区域，FFA 去雾方法恢复的图像

在该区域偏白，而本文去雾方法恢复的图像在该

区域更接近真实图像。FCTF 和 DCRD 是最近提出

的针对遥感图像的去雾方法，虽然其能够去除大

部分的雾，然而对于不同场景深度其去雾能力不

同，如对于图 6第 3张图片中的较大的草地区域取

得了不错的去雾效果，对于图6第4张图片红框区域

中的较小的房屋，其去雾能力相对较差。AECR去

雾方法取得了较好的去雾效果，然而其恢复的图像
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和真实有雾图像之间存在一定的色差，如图 6 （g）
第 2张和第 3张图片中的绿色草地部分。TBN去雾

方法在去雾后图像中，与清晰图像相比依然有少

量雾残留，并且会产生色调偏离，如图6（h）第4张
图像中的红色区域。本文去雾方法如图 6 （i） 所

示，由于层级特征交互模块和多尺度残差空洞卷

积模块的作用，相比其他 7种去雾方法，本文去雾

方法在达到去雾效果的同时，在主观视觉上如颜

色、饱和度和清晰度方面最接近清晰图像。

（a） Hazy 
image

（b） DCP （c） EPDN （d） FFA （e） FCTF （f） DCRD （g） AECR （h） Yu （i） Our （j） Ground 
truth

图6　Thin fog测试集上可视化视觉结果

Fig. 6　Visualize visual results on the Thin fog subtest set

表1　各种算法在Haze1k数据集上的定量比较

Table 1　　Quantitative comparison of various algorithms on the Haze1k dataset

方法

DCP（TPAMI，2011）
EPDN（CVPR，2019）

Huang.w/o SAR
Huang.SAR（WACV，2020）

FFA（AAAI，2020）
FCTF（GSRL，2021）
DCRD（ICIP，2021）

SkyGAN（WACV，2021）
AECR（CVPR，2021）
TBN（CVPR，2021）

本文

Thin fog
PSNR
13.450
21.740
21.474
24.163
24.836
20.798
20.966
25.381

22.905
25.001

27.362

SSIM
0.7015
0.8821
0.8168
0.9061
0.9200

0.8802
0.8769
0.9248

0.8778
0.9127
0.9285

Moderate fog
PSNR
9.782

24.057
22.094
25.311
26.503

24.194
24.714
25.583
24.035
27.426

28.171

SSIM
0.5916
0.9103
0.8274
0.9264
0.9415

0.9292
0.9318
0.9035
0.8794
0.9447

0.9483

Thick fog
PSNR
10.896
19.731
22.120
25.073

22.404
19.549
19.033
23.430

20.612
22.230
25.137

SSIM
0.5720
0.7860
0.7842
0.8640

0.8487
0.8019
0.8001
0.8925

0.8122
0.8431
0.8951

注： 加黑、斜体、粗斜体分别代表对应列中的第1名，第2名和第3名。

表2　各种算法在RICE数据集上的定量比较

Table 2　　Quantitative comparison of various algorithms on the RICE dataset

方法

DCP（TPAMI，2011）
EPDN（CVPR，2019）
FFA（AAAI，2020）

FCTF（GSRL，2021）

RICE1
PSNR
12.396
29.950
36.443

32.063

SSIM
0.6286
0.9549
0.9633

0.9415

RICE2
PSNR
12.476
27.479
34.820

30.617

SSIM
0.5356
0.8888
0.8968

0.8595

方法

DCRD（ICIP，2021）
AECR（CVPR，2021）
TBN（CVPR，2021）

本文

RICE1
PSNR
32.310
34.910
35.954

37.792

SSIM
0.9512
0.9507
0.9679

0.9684

RICE2
PSNR
30.298
33.759
34.543

35.367

SSIM
0.8890
0.8770
0.9139

0.9153

注： 加黑，斜体，粗斜体分别代表对应列中的第1名，第2名和第3名。
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图7展示的是各去雾算法在Moderation fog子测

试集上去雾后的可视化视觉效果。如图所示，由

于DCP去雾方法基于先验知识，其固有的缺点是过

于依赖先验知识，而容易忽略图像本身的信息，从

而导致去雾效果大大降低，如图7（b）中的图像出

现了较为严重的曝光问题。EPDN去雾方法在中等

雾测试集上，取得了较好的去雾效果，然而仍有

少量雾残留，如图 7 （c）第 1张和第 2张图像中的

红色框区域。FFA 去雾方法在雾分布均匀的原始

有雾图像中，其表现能力较雾分布不均匀的图像

表现更好，如图 7前两张原始图像中雾分布相对均

匀，FFA 去雾方法仅有少量雾残留，而对于后两

张雾分布不均匀图像，其去雾后的图像有大量雾

残留。FCTF 和 DCRD 去雾方法的问题与 FFA 去雾

方法相似，但是，其在雾分布不均匀图像的去雾

能力相对FFA更好。AECR去雾方法在雾分布不均

匀图像中相对 FCTF和 DCRD 方法去雾能力进一步

提升。TBN 去雾方法在网络中同样使用了 res2net
在 imagenet数据集上的预训练模型，由于引入了额

外的知识信息，因此在雾分布不均匀的区域取得

了不错的效果，然而相对本文提出的方法，在

Moderation fog子测试集的表现不如本文方法。虽然

本文方法恢复的清晰图像在视觉效果上与原图像

更为接近，同时不可否认的是，对于雾浓度较大

的区域，本文方法恢复的图像质量仍有提升

空间。

图 8展示的是各去雾算法在Thick fog子测试集

上去雾后的可视化视觉效果。如图 8所示，DCP去

雾方法不可避免的在恢复后的图像上存在失真严

重问题，并且大部分区域出现了曝光现象。EPDN
去雾方法能够去除大部分的雾，但是部分区域去

除的并不干净，如图 8（c）第 3张图像中的红色框

区域。FFA 去雾方法在浓雾测试集上的表现要优

于 EPDN，在图 8 相同位置的红色框区域，FFA 去

雾方法去除了更多的雾。FCTF 和 DCTD 去雾方法

在浓雾测试集去雾效果不佳，如图 8 中第 4 张图

像，其恢复的图像缺少纹理细节信息，并且恢复

后的图像颜色整体偏白。AECR和TBN去雾方法的

去雾能力相当，但是 TBN 去雾方法在色彩还原与

细节修复上要略优于AECR去雾方法，如图8第1张

和第 3张对应位置的红色框区域。由图 8 （i）可以

看出，本文提出的去雾方法可以有效去雾的同时，

保留了更多的细节特征，特别是在色彩还原上相

比其他去雾方法更为出色。

图 9展示的是各去雾算法在RICE1子测试集上

去雾后的可视化视觉效果。如图 9所示，DCP去雾

方法去雾后的图像丢失了大量内容信息。与Haze1k
数据集类似，EPDN去雾方法在RICE1子测试集中

恢复的图像依然有部分雾残留。如图 9（c）第 1张

和第 3张图像中的红色框区域。FFA在RICE1子测

试集中的表现较好，但是其在部分区域去雾后色

调偏白，如图 9 （d）第 3张图像的右半部分区域。

FCTF 和 DCRD 去雾方法去雾后的图像在颜色上和

清晰图像具有一定偏差，整体颜色更暗，如图 9对

应的第 2 张图像和第 3 张图像中的红色框区域。

AECR去雾方法具有良好的去雾效果，然而其去雾

（a） Hazy 
image

（b） DCP （c） EPDN （d） FFA （e） FCTF （f） DCRD （g） AECR （h） Yu （i） Our （j） Ground 
truth

图7　Moderation fog测试集上可视化视觉结果

Fig. 7　Visualize visual results on the Moderation fog subtest set
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后的图像在部分区域容易引入杂色，如图 9 （g）
第 1张图像中的红色框区域。TBN去雾方法恢复的

图像虽然在颜色上和清晰图像很相近，然而其去

雾并不彻底，并且依然有少量雾残留，如图 9 （h）

第 3张图像中红色框区域。与上述方法相比，本文

提出的方法在色彩恢复上更好，并且有效去雾的

同时，保留了更多的场景细节信息。

图 10 展示的是各去雾算法在 RICE2 子测试集

上去雾后的可视化视觉效果。如图 10 所示，DCP
去雾方法恢复的图像存在严重的颜色失真问题。

EPDN去雾方法去除了少量的雾，并且恢复的图像

偏暗，如图 10 （c）中第 2 张图像。FFA 取得了较

好的去雾效果，但是恢复的图像缺乏纹理细节，

如图 10 （d）中第 2张图像缺少河流，而清晰图像

中有明显的河流区域。FCTF 和 DCRD 去雾方法在

颜色鲜艳的图像中容易引入其他噪声，如图 10中

对应的第一行图像，并且恢复的图像在部分区域

存在伪影，如图 10 中对应的第三行图像。AECR
去雾方法对于图 10 第 2 张和第 3 张图像恢复的较

好，然而对于第 1张图像恢复的图像整体偏暗，并

且几乎没有纹理细节信息。TBN去雾方法在RICE2
子测试集取得了较其他方法更为理想的效果，但

是和本文提出的方法相比，本文提出的方法在图10
第2行中的图像和清晰图像更接近，并且TBN去雾

方法在对应的位置产生了伪影。

4.4　消融实验

为了验证提出的去雾方法中各个模块的有效

性，本文按照网络结构和模块创新的思路设计了

消融实验，共包含 6 个实验：（1） OUB （Ordinary 
Up Branch）表示仅包含上分支的网络模型，其中

上分支中仅采用普通的残差块结构。（2） ODB
（Ordinary Down Branch）表示仅包含下分支的网络

模型，其中下分支为普通的U型网络，没有加入层

（a） Hazy 
image

（b） DCP （c） EPDN （d） FFA （e） FCTF （f） DCRD （g） AECR （h） Yu （i） Our （j） Ground 
truth

图8　Thick fog子测试集上可视化视觉结果

Fig. 8　Visualize visual results on the Thick fog subtest set

纹理丰富场景

边缘突出场景

色彩显著场景

（a） Hazy 
image

（b） DCP （c） EPDN （d） FFA （e） FCTF （f） DCRD （g） AECR （h） TBN （i） Ours （j） Ground 
truth

图9　RICE1子测试集上可视化视觉结果

Fig. 9　Visualize visual results on the RICE1 subtest set
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级特征融合模块。（3） OTB （Ordinary Two Branch）
表示双分支网络，其中上分支网络采用普通的残

差块结构，下分支网络中采用普通的 U 型网络。

（4） OTB_MRDCB （ordinary two branch， Multiscale 
residual dilated convolution block）表示在（3）的基

础上加入多尺度残差空洞卷积模块。（5） OTB_
HFIM （Ordinary Two Branch， Hierarchical Feature 

Interaction block）表示在（3）的基础上加入层级特

征交互模块。（6） OTB_MRDCB_HFIM （Ordinary 
Two Branch，Multiscale Residual Dilated Convolution 
Block，Hierarchical Feature Interaction Block） 表示

在 （3） 的基础上既加入了多尺度残差空洞卷积

块，又加入了层级特征交互模块，该模型也是本

文使用的最终模型。

消融实验是在 Haze1k 的 Thick 子测试集上进

行，本文对比了上述 6种实验，PSNR和 SSIM的结

果如表 3所示。通过比较表 3前 3个模型可以发现，

双分支网络可以在一定程度上能够提高模型在

PSNR和 SSIM方面的性能。此外，通过观察第 3个

模型和第 4个模型，加入多尺度空洞卷积模块的模

型在 PSNR 和 SSIM 上分别较未加入的模型提高了

1.501 dB和 0.0064。这是由于多尺度空洞卷积模块

在不改变输入图像结构信息的同时，增强了网络

的感受野，并且融合了上下文信息。此外，为了

验证层级特征融合模块的有效性，本文在普通的

双分支网络中加入了层级特征融合模块，通过对

比表 3的第 3个模型和第 5个模型，可以发现，层

级特征融合模块在改善 PSNR 和 SSIM 方面起着重

要作用，增加的 PSNR 和 SSIM 也表明，将编码阶

段的深层语义信息逐步和浅层细节纹理信息融合

对于提高去雾性能起着重要作用。

图 11展示了在消融实验中各模型的可视化效

果。如图 11所示，仅有上分支网络或下分支网络

的模型虽然能够去除大部分的雾，但仍有少量雾

残留。而双分支网络较单分支网络能够进一步减

少雾残留，如图 11对应的红色框区域。双分支网

络模型恢复的图像包含更少的雾，并且细节恢复

上更好，如图 11 第二行中的红色框区域。此外，

加入多尺度空洞卷积模块的模型去雾效果进一步

提升，并且在颜色恢复上较双分支网络更好，如

图 11第三行图像中的红色框区域。在双分支网络

中加入层级特征融合模块的模型同样具有较好的

细节恢复能力，如图 11 （f）第二行图像中的红色

框区域，然而，该模型在局部区域的去雾能力略

有不足，如图 11 （f）第一行图像中的红色框区域

的右上方区域。因此，本文在双分支网络模型的

基础上加入了多尺度空洞卷积模块和层级特征融

合模块，并且也取得了最好的视觉效果，本文方

法去雾后的图像与清晰图像更接近。

（a） Hazy 
image

（b） DCP （c） EPDN （d） FFA （e） FCTF （f） DCRD （g） AECR （h） Yu （i） Our （j） Ground 
truth

图10　RICE2子测试集上可视化视觉结果

Fig. 10　Visualize visual results on the RICE2 subtest set

表3　在Thick子数据集上的PSNR和SSIM结果

Table 3　　PSNR and SSIM results on the Thick subdataset

模型

OUB
ODB
OTB

OTB_MRDCB
OTB_HFIM

OTB_MRDCB_HFIM

PSNR
22.243
22.325
22.489
23.990
24.253
25.137

SSIM
0.8423
0.8465
0.8493
0.8557
0.8574
0.8951
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5　结 论

本文提出了一种基于层级特征交互与增强感

受野的双分支遥感图像去雾网络，该网络主要包

含层级特征交互子网与多尺度信息提取子网。其

中，层级特征交互子网利用层级特征交互融合模

块 （HFIM），逐层将深层特征中的每个通道作为

语义信息嵌入到浅层特征中作为指导，同时将浅

层特征中提取到的空间注意矩阵嵌入到深层特征

中作为指导。通过深层特征和浅层特征的交互融

合，以此增强网络的表达能力，从而恢复出高质

量的清晰图像。多尺度信息提取子网利用多尺度

残差空洞卷积模块（MRDCB），获取具有不同感受

野大小的特征图，然后将感受野不同的特征图进

行融合，融合后的特征图具有更加丰富的多尺度

上下文信息。与现有 9种优秀的去雾方法相比，本

文去雾方法在两种公开数据集中均取得了最佳性

能。同时不可否认的是，本文去雾方法在浓雾上

仍有一定的提升空间，未来，将重点研究浓雾图

像去雾和恢复。
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A two-branch remote sensing image dehazing network based on 
hierarchical feature interaction and enhanced receptive field
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Abstract： In recent years, deep learning-based dehazing methods have achieved remarkable results in the field of image dehazing. 

However, most dehazing methods based on U-shaped networks directly transfer the features of the encoding layer to the corresponding 

decoding layers, which lacks information interaction between the low- and high-level features. Meanwhile, the network model designed 

based on the U-shaped structure may destroy the detailed information important for the restored image in the process of downsampling. As a 

result, the restored clear image lacks detailed texture and structure information. In addition, the dehazing method based on non-U-shaped 

network has limited receptive field, which hinders its capability to effectively utilize contextual information. As a result, these methods 

cannot achieve ideal dehazing results in remote sensing images with large scene scale changes. Therefore, this study proposes a two-branch 

remote sensing image dehazing network based on hierarchical feature interaction and enhanced receptive field. This network includes 

hierarchical feature interaction sub-net and multi-scale information extraction sub-net. The hierarchical feature interaction sub-net uses the 

hierarchical feature interaction fusion module to introduce semantic information into low-level features and spatial details into high-level 

features layer by layer. This way enhances the information interaction between features at different levels in the encoding layer. The multi-

scale information extraction sub-net uses the multi-scale residual dilated convolution module to fuse the features of different receptive fields 

for obtaining contextual information, which is crucial for remote sensing image dehazing. The experiment on two public datasets show that 

the dehazing method proposed in this study achieves the best evaluation compared with the existing nine excellent dehazing algorithms. 

Among them, in the three sub-test sets of the public remote sensing dataset Haze1k, the quantitative index PSNR values of this study reach 

27.362, 28.171, and 25.137 dB. In the two sub-test sets of the public remote sensing dataset RICE, the quantitative index PSNR values of 

this study reach 37.79 and 35.367 dB. In addition, the method proposed in this study is the closest to ground truth in terms of subjective 

visual qualities such as color, saturation, and sharpness, while still achieving the dehazing effect. The following conclusions can be drawn: 

(1) through the proposed hierarchical feature interaction fusion module, the deep semantic information in the coding stage is gradually 

interactively fused with the shallow detailed texture information, which enhances the expressive ability of the network and restores clear 

images with higher quality. (2) Through the multi-scale residual dilated convolution module, the dehazing network proposed in this study 

can increase the receptive field of the network without changing the size of the feature map. The contextual information of different scales can 

also be fused. (3) In two public remote sensing image dehazing datasets, namely, Haze1k and RICE, the dehazing method proposed in this 

study outperforms nine recently proposed excellent dehazing algorithms in terms of objective evaluation indexes and subjective visual effects.

Key words： deep learning, remote sensing image dehazing, hierarchical feature interaction, receptive field, two-branch
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